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Liikennevirasto, sensorifuusio Al PoC

1 Taustaa

Liikennevirasto ja Tieto toteuttivat kevaalla 2018 Proof-of-Concept -projektin (PoC), jossa
tutkittiin tekodlymenetelmien potentiaalia likennevirtojen analysoinnissa. Erityisesti projektissa
oltiin kiinnostuneita selvittdmaan nousevan liDAR-teknologian kayttokelpoisuutta maaritellyissa
kayttotapauksissa, kun liDAR-mittalaitteen tuottama data yhdistetaan videodataan, jota
Liikennevirastolla on runsaasti kaytettavissa.

Tassa raportissa kuvataan PoC-hankkeen tulokset sekd annetaan suosituksia jatkohankkeille.

1.1 Lidar-teknologiasta

Lidar-mittausteknologia perustuu kohteen valaisemiseen laser-valopulsseilla. Kohteeseen
osuessaan valo heijastuu takaisin mittalaitteeseen. Valon takaisinheijastumiseen kuluvan ajan
seka takaisinheijastuneen valon aallonpituuden avulla liDAR muodostaa kohteesta
kolmiulotteisen esityksen, jossa kohde esitetdan pistepilvend, kokoelmana pisteita, joilla
jokaisella on maaritelty sijainti (x,y,z) -koordinaatistossa.

LiDAR-teknologian oletetaan yleistyvan, ja samalla liDAR-mittalaitteiden kustannusten putoavan,
I&hivuosina nopeasti mm. autoteollisuuden vaatiman teknologian massatuotannon myo6ta.
Kustannustason aleneminen tulee mahdollistamaan liDARin aiempaa laaja-alaisemman
hyddyntamisen erilaisissa kayttétapauksissa. Videokuvaan verrattuna liDAR tuottaa mitattavasta
kohteesta helposti tulkittavaa kolmiulotteista informaatiota pistepilven muodossa. LiDARIn
tuottaman syvyysinformaation avulla on kasitteellisesti helppoa erottaa objektit taustasta, esim.
tielld kulkeva auto tiesta ja ymparistdsta. Videokuvaan verrattuna liDAR:in etuna on myds sen
toimintavarmuus erilaisissa valaistusolosuhteissa: liDAR-mittaus tuottaa itse laser-valopulssin, ja
se toimii luotettavasti myods hdmarassa.

Nykyisin saatavilla olevalla lIDAR-teknologialla on my6s heikkouksia videokuvaan verrattuna.
Lidar-mittalaitteet ovat viela videokameroita kalliimpia. Kun modernit valvontakayttéon tarkoitetut
videokamerat tallentavat kuvaa vahintdan HD-tarkkuudella (1920x1080), kolmella eri
varikanavalla (RGB) jopa 60 kuvaa sekunnissa, nykyisten liDAR-laitteiden pystytarkkuus on
maksimissaan n. 100 pikselid, usein selvasti vahemman ja naytteenottotaajuus n. 10 otosta
sekunnissa. Nykyiset liDARIt pystyvat havainnoimaan kohteita maksimissaan n. 70 metrin
etaisyydeltd. Sumu, kova (lumi)sade tai esim pakokaasut voivat aiheuttaa liDARIlle ongelmia,
aivan kuten videollekin.
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2 Projektin tavoitteet

Sensorifuusio -Al PoC -projektille asetettiin kaksi toisiinsa kytkeytyvaa yleistavoitetta:

1) Arvoi hydtyja, joita saadaan yhdistamalla liDAR-mittausdataa videodataan verrattuna
pelkastaan videodatan hyddyntédmiseen liikennevirtoja analysoitaessa. Missa tilanteissa
liDARIn tuottama lisainformaatio on hyodyllista, ja voi jopa kokonaan korvata
videokuvadatan?

2) Arvioi, kuinka tehokkaasti moderneja tekodlymenetelmia hyédyntamalla voidaan
tunnistaa poikkeamia likennevirrassa.

Projektin tavoite 1) perustuu liDARIin kykyyn tuottaa kolmiulotteista informaatiota mittaamistaan
kohteista, mika lisda parhaimmillaan merkittavasti lisdinformaatiota yhdelld kameralla samasta
kohteesta tuotettuun videokuvaan. Nykyisin Liikenneviraston kaytdssa oleva
kameravalvontajarjestelma ei hyddynna moderneja tekoalymenetelmia kuva-aineiston
analyysiin. Projektin tavoitteen 2) tarkoitus on kartoittaa hyétyja, joita modernit
tekodlymenetelmat voivat tarjota liikennevirtojen analyysiin tehostamiseksi.

Projektissa tutkittavaksi kayttétapaukseksi valittiin tavallisuudesta poikkeavan
likennekayttaytymisen havaitseminen Espoon Leppéavaaran Mestarintunnelissa. Yhden tunnelia
valvovan videokameran rinnalle asennettiin Velodyne VLP-16 liDAR, jonka mittausalue linjattiin
vastaamaan videokameran nakokenttéda. Nain videokamera ja [iDAR tuottivat havaintoja (suurin
piirtein) samalta tunnelin alueelta, joka sisalsi yhteen suuntaan kulkevia ajokaistoja seka tunnelin
seindmia. Projektin yleistavoitteisiin haettiin vastausta soveltamalla tekoalymenetelmia
Mestaritunnelista kerattyyn video- ja liDAR-dataan ja tutkimalla,

1) kuinka tarkasti tekodlymenetelmin on mahdollista tunnistaa poikkeava
likennekayttaytyminen hyddyntadmalla a) videokameran; b) liDARIn; c) videokameran ja
[IDARIn tuottamaa dataa.

2) mika on vaarien halytysten osuus kaikista annetuista ilmoituksista eri dataldhteita
hyddynnettaessa?

3 Data

Projektissa analysoitu data taltioitiin 1. — 30.4. 2018 Espoon Leppéavaaran Mestarintunnelista.
Videodata kerattiin kiinteasti asennetulla kameralla (ID PL6665/HKA01M109), jonka etaisyys
tunnelin itdiseltd suuaukolta on n. 60 m. LIDAR suunnattiin siten, etta se tallensi dataa suurin
piirtein samalta alueelta kuin videokamerakin.

Video- ja liDAR -havaintodatan liséksi projektin kaytdssa oli kuratoitu halytysloki, joka sisalsi
tiedon havaituista poikkeamista Mestarintunnelin liikenteessa. Datan taltioimisaikana tunnelin
likenteessa havaittiin kaksi poikkeamaa (kuva 1), jotka nakyivat taltiointiin kaytetyssa
kamerassa: 16.4. klo 21:05 huoltoajoneuvo oli pysahtyneend tunnelissa n. 18 minuuttia sulkien
yhden tunnelin ajokaistoista. 8.4. tunnelissa kavellyt henkild nékyi tallennettuun kaytetyssa
kamerassa klo 20:08 ja 20:14.
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Kuva 1: Aineistosta tunnistetut poikkeukselliset liikennetilanteet: jalankulkija tunnelissa (vasen)
ja ajoradalle pysahtynyt huoltoajoneuvo (oikea)

Poikkeavien liikennetilanteiden vahainen maara datan taltiointiaikana asetti projektille
merkittdvan haasteen. Koska edustavaa otosta erilaisista poikkeamista Mestarintunnelin
likenteessa ei ollut kaytettavissa, projektissa ei ollut mahdollista hyddyntaa tunnetuimpia ohjatun
koneoppimisen (supervised machine learning) menetelmia, joissa tilastollinen malli opetetaan
luokittelemaan uusia havaintoja hyddyntéen kattavan otoksen eri luokkiin kuuluvia esimerkkeja
sisaltdvaa opetusdataa. Sen sijaan projektissa paadyttiin kayttamaan poikkeavuuksien
tunnistamiseen (anomaly detection) raatalditya koneoppimismallia, joka opetetaan tunnistamaan
normaalitilanne, PoC-projektissa normaalisti sujuva liikennevirta. Poikkeamiksi luokitellaan
kaikki normaalitilanteesta riittavasti poikkeavat havainnot. Nain mallin on mahdollista tunnistaa
poikkeamatyyppeja, joita ei esiinny opetusdatassa, kunhan ne vain eroavat riittavasti
normaalitilanteesta, josta mallin opettamiseen kaytettdvan opetusdatan oletetaan pelkastaan
koostuvan.

3.1 Videodata

Videodatan tallentamiseksi Mestarintunneliin asennettu analoginen videokamera (ID
PL6665/HKA01M109) kytkettiin digitaaliseen tallentimeen, joka taltioi videokuvan 576 x704-
tarkkudella, 10 kuvaa sekunnissa. Kolme varikanavaa (RGB) sisalsivat kukin 8 bittia
kirkkausinformaatiota jokaista yksittaisen kuvaruudun pikselid kohden. Itse videokuvassa ei
havaittu merkittavia laatuongelmia. Sensorifuusiomallinnuksen kannalta ongelmalliseksi
osoittautui kuitenkin videokuvan aikaleimaaminen, joka mahdollisti videokuvan kohdistamisen
liDAR-datan kanssa yhden sekunnin tarkkuudella. Mm tasta syysta sensorifuusio yhdistamalla
video- ja liDAR-data "ruututasolla” yhdeksi mallinnusaineistoksi olisi ollut erittdin haastavaa.

3.2 LiDAR-data

Videokuvan kanssa yhteensopivan liDAR-datan taltioimiseksi Mestarintunneliin asennettiin
Velodyne VLP-16 liDAR-mittalaite, niin ettd sen havainnoima alue vastasi videokameran kuva-
alaa. LiDAR kattoi n. 20 x 45 metrin alueen. LiDAR-tallenteen yksittaisten ruutujen tarkkuus oli
16 x 900, joita ideaalisesti tallennettiin 10 ruutua sekunnissa. Mestarintunnelista tallennettu
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liDAR-data sisalsi kuitenkin huomattavissa maarin ruutuja, joiden tietosisalté oli korruptoitunut.
LiDAR:in naytteenottotaajuus ei myodskaan ollut tasaisesti 10 ruutua sekunnissa, vaan vaihteli
satunnaisen oloisesti (kuva 2.). Kun tallennetusta datasta myds puuttui aikajaksoja 1.4. — 30.4.,
eika liDAR-datankaan aikaleimaus mahdollistanut suoraviivaista millisekunnin tarkkuudella
tehtavaa linjaamista videodataan, paatettiin PoC-projektissa luopua ajatuksesta yhdistaa video-
ja liDAR-data yhdeksi aineistoksi.

Quality Check -- The frequency of total frames per second

0.35

0.30

Frequency
o
N
o

o
=
w

o
=
o

0.05

0.00 IIII'-'

N 00N~ NN =N HO A FONOSMAIM—HO LS 0) 002 N MO LS NS00 O) N
oS«—h—h—h—c.—dH NN.—&N.—cNNNNNNNmmmmg mm%qu-q-wq‘vgq-qerm

Total frames per second

Kuva 2. LiDAR- datan ruudunpaivitys nopeus aineistossa vaihteli, vain 35%:ssa aineistoa
ruudunpaivitysnopeus oli 10 ruutua sekunnissa.

4 Tekoalyratkaisu

PoC-projektissa toteutetun tekoalyratkaisun arkkitehtuurin valintaan vaikuttivat useat
vaatimukset:

1) Projektissa tulokset piti tuottaa nopeasti, projektin lyhyydesta johtuen

2) Toteutettavan ratkaisun pitda olla jalkautettavissa, esim. aineiston analyysin on
tapahduttava lahes reaaliaikaisesti

3) Toteutettavan ratkaisun pitda pystya hyddyntamaan seka videokuva- ettd liDAR-dataa
sensorifuusiomallin muodostamisessa. Ratkaisun on myés mahdollistettava uusien
dataldhteiden helppo integroiminen fuusiomalliin.

4) Toteutettavien tekoalyalgoritmien on pystyttava tunnistamaan poikkeava
likennekayttaytyminen ilman kattavaa esimerkkiaineistoa erilaisista poikkeamista.

5) Toteutettavien tekodalyalgoritmien on toimittava, vaikka eri datalahteita ei pystyta
linjaamaan millisekunnin tai yksittédisen ruudun tarkkuudella
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Ensemble prediction

@
=

Kuva 3. Sensorifuusioarkkitehtuuri

Tekodlyratkaisulle asetettuihin vaatimuksiin vastattiin PoC-projektissa kuvan 3. kuvaamalla
sensorifuusioarkkitehtuurilla. Kaksitasoinen arkkitehtuuri koostuu dataldhdekohtaisista
tilastollisista koneoppimis-alimalleista, joiden tulokset yhdistetdan lopulliseksi, yhdistetyksi
fuusioennusteeksi (ensemble prediction).

PoC-projektissa tarkeimmat alimallit kehitettiin soveltamalla ns. yksiluokkaista tukivektorikone-
koneoppimismallia (one-class support vector machine [1]) dataldhdekohtaisesti, muodostaen
omat tilastolliset mallit poikkeamien tunnistamiseen toisaalta videodatasta, toisaalta liDAR-
datasta. Lisaksi projektissa testattiin syvaoppimistekniikoihin (deep learning) perustuvaa YOLO-
algoritmia [2], joka tunnistaa kuvista suuren maaran erilaisia objekteja. Koska
dataldhdekonhtaisten tilastollisten alimallien opetus ja kayttd on toisista alimalleista riippumatonta,
on ratkaisuun mahdollista helposti integroida uusiin datalahteisiin (lisikamerat, tutka, dani- ja
likesensorit jne) perustuvia alimalleja — uuden alimallin lisddminen ratkaisuun ei esim. vaadi
olemassaolevien alimallien uudelleenopettamista. Alimallien riippumattomuus toisistaan
mahdollisti myds PoC-projektin pysymisen aikataulussaan, kun video- ja liDAR-dataa voitiin
esikasitelld ja tilastollisia malleja opettaa iteratiivisesti rinnakkain.

Koneoppimismallit seka datan esikasittelyalgoritmit toteutettiin Python-ohjelmointikielella,
hyddyntden mm. SciKit Learn -koneoppimiskirjastoa.
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Data preprocessing Feature engineering
+ Timestamp standardizaton [ 4 Temporal —) Background removal + Dimension reduction

« Bad frame removalalianment. alignmgm. and Noise ﬁ|tering « Feature extraction from
« Sample different periods consecutive frames

Final fusion model Model performance evaluation Model selection
« Prediction of anomaly « Training and testing sets + Supervised machine learning
« High performance « Metrics (accuracy, precision, recall, auc) » One class prediction
* Real-time prediction + Individual model VS fusion model + Image recognition (Yolo)
« Parameter tuning

Kuva 4. PoC-tekoalyratkaisun kehitysprosessi

Kuvassa 4. esitetddn PoC-tekoalyratkaisun kehitysprosessin vaiheet. Vaiheet kuvataan alla
tarkemmin.

4.1 Datan esikasittely

Ennen varsinaista tekodlymallinnusta liDAR-data esikasiteltiin paremmin mallinnusta tukevaan
muotoon. LIDAR-datasta poistettiin kooltaan alle 5 kilotavun tiedostot, joiden sisalto tulkittiin
korruptoituneeksi. Tiedostojen nimiin koodatut aikaleimat standardoitiin yhtenaiseen formaattiin,
jatkoanalyysien helpottamiseksi.

Seka liDAR- etta videodatasta tuotettiin 24 yhden minuutin mittaista otosta kahden paivan (11.4.
ja 14.4) ajalta. Lisaksi jatkoanalyysiin otettiin mukaan kaksi aineistosta tunnistettua
poikkeuksellista liikennetilannetta: ajokaistalle pysahtynyt huoltoajoneuvo seka tunnelissa
kavellyt jalankulkija. Liséksi jatkoanalyysiin otettiin mukaan pysahtyneen huoltoajoneuvon
poistumista seuranneet 30 minuuttia. Otokset linjattiin s.e. ettd poikkeama liDAR- ja
videonaytteiden valilla oli maksimissaan 2 sekuntia (aikaleimat eivat mahdollistaneet tarkempaa
linjausta).

Otokseen paatyneen esikasittelya jatkettiin poistamalla datasta taustaksi maariteltya staattista
informaatiota seka satunnaista kohinaa. LiDAR-datasta poistettiin ruutuja toisiinsa vertaamalla
tunnelin seinia, tieta ja tuulettimia kuvaavat pisteet (kuva 5.). Lisaksi liDAR-datasta poistettiin
kohinana pisteet, jotka eivat tilastollisia klusterointialgoritmeja soveltamalla liittyneet kiinte&sti
muihin pistepilven pisteisiin.
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Kuva 5. liDAR-datan ndkyma ajoradalle pysahtyneeseen huoltoajoneuvoon ennen (vasen) ja
jalkeen (oikea) taustainformaation poistamisen.

Videodata diskretoitiin yksivariseksi pikseliesitykseksi valitsemalla yksi kolmesta varikanavasta
(B), ja asettamalla pikseleiden, joiden arvo kanavalle oli valilla [128, 200], arvoksi 1. Jos pikselin
alkuperainen arvo varikanavalle oli <128 tai > 200, asetettiin pikselin arvoksi 0.

4 .2 Piirteiden irrotus

Raakadatan transformaatio muotoon, joka mahdollistaa tehokkaan oppimisen on yleisesti yksi
tekoalyprojektien kriittisimmista vaiheista. PoC-projektissa seka esikasitelty video- etta liDAR-
data muutettiin piirre-esityksiksi ennen datan hyddyntamistad koneoppimismallin opettamiseksi.

LiDAR-datan osalta yksittaisen ruudun 14 000 pisteesté valittiin 500 edustamaan ruudun
informaatiota. Ruutukohtaiset edustavat pisteet yhdistetiin yli kymmenen ruudun liukuvan
aikaikkunan, jotta piirre-esitys sisaltaisi informaatiota kohteen liikkeesta. Videokuvan piirre-
esitys luotiin samalla tekniikalla, seuraavin poikkeuksin: ennen piirteiden irrotusta videokuvan
tarkkuus pudotettiin kymmenesosaan alkuperaisesta tarkkuudesta. Lisdksi videokuvan piirteet
muodostetiin yhdistamalld 20 perakkaisen ruudun piirreinformaatio.

4.3 Koneoppimis-alimallien valinta

Tekoaly-PoC-projektin kayttdtapaus sopi lahtokohtaisesti ratkaistavaksi koneoppimistekniikoita
hyddyntaen. Poikkeavia liikenneolosuhteita edustavien esimerkkien vahyys datan taltiointiaikana
esti kuitenkin suosituimpien ohjattuun koneoppimiseen pohjautuvien tekniikoiden, kuten esim.
syvaoppimisluokittelualgoritmien (deep learning) suoraviivaisen soveltamisen. Projektissa
paadyttiin alimallien osalta hydédyntdmaan erityisesti poikkeuksien havainnointiin kehitettya
yksiluokkaista tukivektorikonealgoritmia (one-class support vector machine [1]). Yksiluokkainen
luokitteluongelma on ohjatun koneoppimisen erikoistapaus, jossa opetusvaiheessa algoritmille
annetaan syotteeksi esimerkkeja normaaleista tapauksista, PoC-projektissa liDAR- ja
videodatasta johdettuja piirre-esityksia normaalisti sujuvasta liikenteesta. Koneoppimisalgoritmi
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oppii datasta paatdspinnan, joka maarittelee, ovatko uudet, opetusdataan sisaltymattémat
esimerkit normaaleja tapauksia vai poikkeuksia. Yksiluokkaiset tukivektorikone-alimallit opetettiin
erikseen video- ja liDAR-datasta, kayttden 14.4. tallennettua dataa opetusaineistona.

Itse koulutettujen yksiluokkaisten tukivektorikonemallien lisdksi PoC-hankkeessa kokeiltiin
valmiiksi opetettua, syvaoppimistekniikoihin perustuvaa YOLO-algoritmia [2]. YOLO tunnistaa
videokuvasta suuren maaran yleisia kohteita, kuten ihmisia, elaimia ja ajoneuvoja. YOLO:n
kohteiden tunnistustarkkuus on hyvaa tasoa kilpaileviin algoritmeihin verrattuna, minka lisaksi
YOLO:n tunnistusnopeus tekee algoritmista sopivan nopeaa, lahes reaaliaikaista vastetta
vaativiin kayttotapauksiin. Projektissa YOLO:on perustuvan alimallin toivottiin tuovan
lisdinformaatiota erityisesti tunneliin kuulumattomien kohteiden, esim. jalankulkijoiden
tunnistukseen.

4.4 Alimallien suorituskyvyn optimointi

Koneoppimismallin suorituskykyyn vaikuttavaa usein merkittdvasti mallin hyperparametreille
asetetut arvot. PoC-projektin tiukka aikataulu seka pieni poikkeuksellisten liikennetilanteiden
maara eivat mahdollistaneet mallien hyperparametrien kattavaa ja systemaattista optimointia.
Projektin aikana varioitiin mm. datan piirre-esityksen kannalta kriittisid hyperparametreja
(piirteessa yhdistettavien perakkaisten ruutujen lukumaara, piirre-esityksen resoluutio) seka
yksiluokkaisen tukivektorikoneluokittelijan tarkeimpia parametreja (mu, gamma, ytimen (kernel)
tyyppi) optimaalisen suorituskyvyn saavuttamiseksi rajoitetussa ajassa.

Koneoppimis-alimallien suorituskyky hyperparametrien optimoinnin jalkeen kuvataan tarkemmin
kappaleessa 5., Tulokset.

4.5 Fuusiomalli

Koneoppimis-alimallien ennusteet yhdistettiin PoC-projektissa yksinkertaisella algoritmilla
fuusiomalliksi. Fuusiomalli tutkii video- ja liDAR-datalla opetettujen alimallien tuottamia
ennusteita 20 perakkaisen ennusteen liukuvassa (yhteisessad) aikaikkunassa. Jos aikaikkunaan
osuvista yhteensa 40 ennusteesta vahintdan 20 ennustaa poikkeusta, fuusiomalli ennustaa, etta
aikaikkuna sisaltaa poikkeavan liikennetapahtuman. Jos alle 20 aikaikkunan ennustetta
ennustavat poikkeusta, fuusiomallin mukaan kyseessa on normaali likennetilanne.

5 Tulokset

Tukivektorikone-alimallien ja fuusiomallin suorituskykya arviotiin opetusdatasta (14.4.) erillisella
testiaineistolla, joka koostui 11.4. otoksista seka aineistosta tunnistetuista poikkeavista
likennetapahtumista: ajoradalle pysahtyneesta huoltoajoneuvosta seka tunnelissa kavelleesta
jalankulkijasta (kts Kappale 3.). Koneoppimis-alimallien tehtavana oli luokitella tallennetusta
video- ja liDAR-aineistosta johdetut, 10 (liDAR) tai 20 (video) perakkaisesta ruudusta koostetut
"piirreruudut” joko normaalin liiketilanteen tai poikkeavan liikkennetilanteen sisaltaviksi.
Fuusiomallin tehtava oli tehda analoginen luokittelu, hyddyntéen alimallien luokittelutuloksia.
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Accuracy Precision Recall F1 AUC
Video 0.921 0.921 0.943 0.932 0.918
[IDAR 0.874 0.966 0.806 0.879 0.884
Fusion 0.921 0.921 0.941 0.931 0.917

Taulukko 6. koneoppimismallien suorituskyky

Tukivektorikone-alimallien seka fuusiomallin suorituskykya testiaineiston analyysissa arvioitiin
seuraavilla, luokittelualgoritmien hyvyyden mittaamiseen koneoppimisyhteisdssa yleisesti
kaytetyilld tunnusluvuilla, jotka kaikki saavat arvon valilta [0,1]:
e Accuracy: oikein luokiteltujen piirreruutujen osuus testiaineiston kaikista ruuduista;
e Precision: aitojen poikkeusten osuus poikkeuksiksi luokitelluista ruuduista,
e Recall: osuus aidoista poikkeuksista, jotka tunnistettiin poikkeuksiksi,
e F1: precision ja recall -tunnuslukujen harmoninen keskiarvo, kokonaissuorituskyvyn
tunnusluku
e AUC: Todenndkoisyys, ettd satunnainen aito poikkeus luokitellaan poikkeukseksi
todennakdisemmin kuin satunnainen normaalitilanne. Tunnusluku, joka kuvaa
luokittelijan yleista erottelukykya, kun havainnon luokan maarittdvaa raja-arvoa

muutetaan.
Walker . Walker
Normal . Normal
Stopped Car . Stopped Car

Kuva 7. Yksiluokkainen tukivektorikone kykenee erottelemaan videodasta tunnistut poikkeamat
likennevirrassa normaalilikenteesta (vasen kuva). Pelkkaa liDAR-dataa kaytettdessa
jalankulkija hukkuu taustaan, eiké poikkeaman erottaminen normaalitilanteesta ole helppoa
(oikea kuva).

PoC-hankeen kayttétapauksen, poikkeavien liikennetapahtumien tunnistamisen, kannalta
Accuracy-tunnusluku kertoo, kuinka tarkasti kaikki piirreruudut keskimaarin tulevat luokitelluksi.
”Precision” puolestaan indikoi, kuinka suuri osa jarjestelman antamista halytyksista on aitoja
poikkeuksia liikennevirrassa. Projektin kayttétapauksessa yksittdisen vaaran halytyksen
kustannus on pieni -aiheeton héalytys on helppoa todeta videokuvasta - joten precision-
tunnusluvun maksimointi muiden mittareiden kustannuksella ei ole jarkevaa. Alhainen precision
tarkoittaa kuitenkin suurta maaraa vaaria halytyksia, mika saattaa heikentda kayttajien
luottamusta jarjestelmaan ja siten johtaa jarjestelman vajaakayttéon. Recall-tunnusluku kertoo,
kuinka suuren osan aidoista likennepoikkeamista jarjestelma havaitsee. Tunnelin valvonnan
kannalta aitojen poikkeamien tunnistaminen mahdollisimman kattavasti on kriittista, silla
huomioimatta jadvan poikkeama voi aiheuttaa vakavia seurauksia likenteen sujuvuudelle, jopa
vaaran ihmishengille.
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Taulukkoon 6 on koottu testiaineistolla saavutetut koneoppimismallien suorituskykya kuvaavat
tunnusluvut. Pelkan videokuvan perusteella luokittelua tekeva alimalli saavutti testiaineistolla
korkean suorituskyvyn kaikilla mittareilla mitattuna. LiDAR-datan perusteella luokittelua tekevan
alimallin haasteeksi osoittautui aitojen poikkeustilanteiden tunnistaminen. Erityisesti jalankulkijan
erottaminen taustasta liDAR-dataa hyédyntaen osoittautui vaikeaksi mittalaitteen sijoittelusta ja
rajallisesta resoluutiosta johtuen (kuva 7), mika nakyy liDAR-mallin videota heikommassa recall-
tunnusluvussa.

Fuusiomallin suorituskyky jai kaytettavissa olevalla testiaineistolla mitattuna kaytanndssa
samalle tasolle pelkkdan videodataan tukeutuvan alimallin kanssa. Ainakin osittain tdma johtuu
testidatan rajallisuudesta, mika ei mahdollistanut fuusiomallin parametrien optimoimista
hyddyntdmaan alimallien ennusteita maksimaalisesti.

04-16-2018 21:24:09

Kuva 8., poikkeama liikenteessa, jonka koneoppimismalli havaitsi, mutta jota ei oltu luokiteltu
asiantuntijoiden toimesta poikkeamaksi.
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Koneoppimismallien suorituskyky on erittdin lupaavalla tasolla, kun huomioidaan PoC-projektin
aikataulu- ja datarajoitteet. Huomioitakoon, etta projektissa keskityttiin arvioimaan toteutettujen
koneoppimismallien suorituskykya testidatalla, rajoittuen arvioinnissa asiantuntijoiden
todentamiin poikkeamiin. Osa koneoppimismallin raportoimista poikkeamista, joita asiantuntijat
eivat olleet todentaneet, ja siten suorituskykyraportissa luokitellaan vaariksi halytyksiksi, ovat
aitoja poikkeamia liikennevirrassa. Kuvassa 8 esitellddn esimerkki videodataan perustuvan
koneoppimismallin 16ytamasta aidosta liikennepoikkeamasta, joka suorituskykyarvioinnissa
kuitenkin lasketaan vaaraksi halytykseksi: kuvan ylalaidassa nakyva pysahtynyt huoltoajoneuvo
vaikuttaa kameran ndkemaan liikkennevirtaan kdytanndssa sulkemalla vasemmanpuoleisen
kaistan muulta liikenteelta. Toteutetun koneoppimisratkaisun todellinen precision nousisi jonkin
verran, jos asiantuntijat kavisivat testiaineiston kasin 1api, ja annotoisivat aineistoon myds
vaikeammin havaittavat, kuvan 8 kaltaiset likennepoikkeamat.

Huomioitakoon myds, etté tuotantoratkaisussa kayttajakokemusta on mahdollista parantaa mm.
opettamalla koneoppimismalleja iteratiivisesti, kun uutta dataa erityisesti poikkeustilanteista tulee
saataville. Samoin kayttajakokemusta on mahdollista parantaa toteuttamalla koneoppimismallien
ennusteita hyddyntava liiketoimintasaantokerros, joka esim. suodattaa koneoppimismallien
antamia halytyksia sen perusteella, kuinka pitkdkestoisia poikkeuksiksi luokitellut tilanteet ovat.
Talléin vaarien halytysten osuutta voidaan vahentaa. Toisaalta, suurempi havaintomaara
poikkeustilanteista mahdollistaisi alimallien seka fuusiomallin hyperparametrien optimoinnin
liketoiminnan tarpeiden mukaisesti. Talldin recall-tunnuslukua voitaisiin todennakdisesti
edelleen parantaa, varsin jos hyvaksytdan maltillinen vaarien halytysten maaran kasvu ja siten
maltillinen heikennys precsion-mittariin.

YOLO-algoritmilla (kappale 4.3) tehtyjen kokeiden kokeiluiden perusteella algoritmiin perustuva
alimalli paatettiin jattaa pois lopullisesta PoC-ratkaisusta. YOLO ei kyennyt tunnistamaan
videokuvasta jalankulkijaa, joka todenndkéisesti oli YOLO:lle liian pieni kohde. Ajoneuvojen
poikkeavan liikkeen tunnistamiseksi YOLO:n olemassaolevaa perusominaisuutta, kohteiden
tunnistusta yksittaisista videon ruuduista, olisi pitanyt itse laajentaa kohteen
seurantatoiminnallisuudella. Tahan ei PoC-projektin aikataulu antanut mahdollisuutta.

6 Huomioita ja suosituksia

Tekoaly-PoC -projektin aikana tiimille kertyi paljon oppia mm. [iDAR-datan vahvuuksista ja
kehityskohteista seka likennevirtojen analytiikasta. Tassa kappaleessa listataan naita
kokemuksia seka kartoitetaan lupaavia jatkomahdollisuuksia PoC-hankkeelle.

6.1 Huomioita sensorifuusioratkaisun hyoddyista

PoC-projektissa saavutettujen tulosten perusteella poikkeavien liikennetilanteiden havaitseminen
tekodlymenetelmia hyddyntamalla onnistuu olosuhteiltaan stabiilissa tunneliymparistdssa
luetettavasti pelkastadan videokuvadataa analysoimalla. Videokuvadatan etuja ovat mm. datan
helppo saatavuus (videokameroita jo runsaasti kdytdssa liikenteen valvonnassa) ja korkea
tarkkuus, videokameroiden edullinen hinta seka saatavilla oleva laaja ja kehittynyt
analyysitydkalujen valikoima.
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PoC-hankkeessa liDAR- datan mukaan ottaminen fuusiomalliin ei parantanut koneoppimismallin
luokittelutarkkuutta pelkan videodatan hyddyntamiseen verrattuna. Tulokset houkuttavat
jatkamaan kehitysta videodata-vetoisesti. PoC-hankkeen tulosten perusteella ei ole kuitenkaan
syyta lopettaa liDAR-datan hyddyntamista liikenteen analysoimisessa:

1)

2)

3)

Tunneliymparistdn vakioidut olosuhteet sopivat hyvin riittdvan laadukkaan videodatan
tuottamiseen. Vaihtelevissa valaistus- ja sdaolosuhteissa liDARIn hydty videoon
verrattuna on oletettavasti suurempi.

PoC-projektissa kaytettavissa oli erittin rajoitetusti esimerkkeja poikkeuksista
likennevirrassa. Suurempi havaintomaara erilaisia poikkeuksia saattaa paljastaa
tapauksia, joissa liDAR-datan avulla poikkeusten havainnointi onnistuu selvasti
videodataa helpommin. Samoin suurempi maara poikkeushavaintoja mahdollistaa
fuusiomallin parametrien optimoinnin s.e. liDAR-datasta on mahdollista saada
suurempaa etua.

Rajoitetun kaytdssa olevan resoluution johdosta liDAR-laitteen sijoittelu on kriittista.
Nykyisessa asennuksessa suuri osa liDAR-datan pisteista kului taustan, kuten tunnelin
seindmien kuvaamiseen. Varioimalla liDAR-laitteen asennusta datan informaatiosisalt6a
voi olla mahdollista parantaa.

6.2 PoC-ratkaisun jatkokehitys

PoC-projektissa kehitetyn tekoalyratkaisun suorituskyky rohkaisee jatkokehityksen
suunnitteluun, varsinkin huomioiden projektin tiukka aikataulu sekd kaytettavissa olleen datan
tuomat rajoitteet. Luonnollinen jatko PoC-projektille olisi hanke, jossa kehitettaisiin pilottikayttdon
sopiva Mimimum Viable Product -ratkaisu (MVP), joka otetaan kaytt6on likennevalvonnassa,
aluksi olemassa olevan jarjestelman rinnalla. PoC-projektin kokemusten perusteella seuraavat
asiat kannattaa huomioida MVP-ratkaisun suunnittelussa:

1)

2)

PoC-projektin tulosten perusteella likennevirtojen analyysiin nykyisin kaytettavat
videokamerat tuottavat jatkuvasti potentiaalisesti arvokasta dataa, jota analysoimalla
voidaan vastata moniin liiketoimintatarpeisiin. MVP-ratkaisua suunniteltaessa kannattaa
kiinnittdd huomiota videodatan kerayksen kattavaan ja skaalautuvaan automaatioon.
Esim. Mestarintunnelissa MVP-ratkaisussa videodata kannattaa keréta automaattisesti
talteen pilvipalveluun kaikista kameroista, jolloin tekoalyratkaisun hyédynnettavaksi
kerdantyy enemman esimerkkeja poikkeustilanteista, lahekkain sijoitettujen kameroiden
datasta tehdyt ennusteet voivat tukea toisiaan ja MVP-ratkaisu mahdollistaa koko
tunnelialueen valvonnan.

Kokeiluja lIDAR-datalla kannattaa mahdollisuuksien mukaan jatkaa. LiDAR-testien
kayttétapaukset kannattaa suunnitella niin, ettad odotettu liiketoimintahydty maksimoituu.
Tallainen kayttdtapaus voi olla esim. liikennevirtojen valvonta haastavissa
valaistusolosuhteissa. Laitteen asennuksessa kannattaa kiinnittdd huomiota
mittalaitteen rajallisen resoluution taysipainoiseen hyédyntamiseen. Myos liDAR-datan
kerays pilvipalveluun kannattaa automoida, jotta PoC-projektissa koetut haasteet datan
siirrossa valtetaan.
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3) Tuotetun datan laadun maksimointiin kannattaa kiinnittdd huomiota. Mitd vdhemman
keratty data sisaltaa rikkinaisia tiedostoja, vaihtuvia naytteenottotaajuuksia tai tyhjia
tallenteita, sen helpommin jatkoanalyysit onnistuvat. Erityishuomiota kannattaa kiinnittda
kaikille datalahteille yhteisen, mahdollisimman tarkan aikaleiman tallentamiseen kaikkiin
dataldhteisiin. PoC-projektissa paljon aikaa kului puutteellisten aikaleimojen
aiheuttamaan lisatydhon.

6.3 Video- ja sensorifuusiotekoalyn muut sovelluskohteet

Liikenneviraston kyvykkyys keréata laajasti videodataa erilaisissa tilanteissa yhdistettyna
tekoalypohjaisen konenakoteknologian nopeaan kehitykseen ja pilvitallennustekniikoiden
kustannusten putoamiseen mahdollistaa monien kiinnostavien kayttétapausten aiempaa
kustannustehokkaamman ja toimivamman toteuttamisen.

Erityisesti tekoalypohjainen konendkdteknologia on kehittynyt mm. kuvien luokittelussa niiden
sisallén perusteella; kuvan sisaltdmien objektien automaattisessa tunnistamisessa; kohteen
seurannassa, myos yli useamman kameran; kasvojen tunnistuksessa seka kuvien pikselitason
semanttisessa segmentoinnissa. Tunnistamalla Liikenneviraston tarkeimmat kuvadatan avulla
ratkaistavissa olevat liiketoimintaongelmat ja vertaamalla ongelmia modernien
konenakdalgoritmien kykyihin on mahdollista 16ytaa uusia tehokkaita ratkaisuita olemassaoleviin
ongelmiin.

Kun datan keruu keskitetdan yhteiselle pilvialustalle, voidaan ratkaisuita eri ongelmiin kehittaa
inkrementaalisesti, aiempia ratkaisuita hyddyntden. Yhteinen pilvialusta mahdollistaa my6s eri
dataléhteiden luonnollisen yhdistamisen mm. sensorifuusiotekniikoin. Esim. video- ja liDAR-
datan, saatietojen, onnettomuus- ja ruuhkainformaation ja tienpinnan dynaamisen kuntodatan
tuominen samalle data-alustalle mahdollistaa monipuolisen, reaaliaikaisen tilannekuvan
muodostamisen, ennakoivan ja automaattisen liikennevirtojen valvonnan seka erilaiset
liketoiminnan suunnittelua tukevat analyysit — kustannustehokkaasti ja ketterasti. Yhteinen
datan kerd@misessa, analyysissa ja tuotekehityksessa hyddynnettava pilvialusta mahdollistaa
myds PoC-hankkeiden nopean tuotteistamisen, kun PoC:ssa toteutettujen algoritmien kehitysta
on mahdollista jatkaa samalla alustalla tuotantoonvientihankkeissa.
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